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 العراق  ،الموصل ،جامعة الموصل ،كلية الهندسة ،قسم هندسة السدود والموارد المائية

2023مارس  14 تاريخ القبول:                2023فبراير  21 استلم بصيغته المنقحة:             2022ديسمبر 26تاريخ الاستلام:   

 الخلاصة:

له دورا اساسياً في التخطيط والادارة لمشاريع الموارد المائية لدورة الهيدرولوجية في الطبيعة وواحدا من اهم مكونات ا  للأنهاريعتبر التصريف اليومي  

لدرء الفيضان وتقدير وفرة المياه او ندرتها. يهدف البحث الحالي    جدا في تشغيل الخزانات والتخطيط  المختلفة، حيث ان عملية التنبؤ بهذا التصريف ضرورية

النوع الاول هو الشبكة العصبية ذات التغذية   ،هر الزاب الكبيرالى استخدام نوعين من الشبكات العصبية الاصطناعية لبناء نماذج التنبؤ بالتصريف اليومي لن

 )متعددة البريسيبترون(  كة العصبية متعددة الطبقات، والثاني هي الشبFFBP) Feed Forward Back Propagation)  الامامية والانتشار العكسي للخطأ

(MLP  )Multilayer Perceptron( للفترة  اليومية  للتصاريف  الزمنية  السلسلة  بيانات  استخدمت  واخ2012-2021.  لتدريب  العصبية (  الشبكات  تبار 

( المستخدم في تقييم 2R) تحديد( بالاعتماد على معامل ال3- 14- 7-1( ذات الهيكلية )MLPواظهرت النتائج تفوق نموذج الشبكة المتعددة الطبقات )  الاصطناعية.

( لنموذج 0.86)   ( بينما كانت قيمته0.91بها حيث ان قيمة هذا المعامل كانت )   المتنبئاداء النماذج من خلال ايجاد التوافق بين قيم التصاريف الحقيقة والقيم  

د استخدام الشبكة متعددة  ( عن51.7الى )  FFBP)( للنموذج الاول )69.9من )  RMSE))  مربع الخطأكذلك انخفض مقدار جذر متوسط    ،FFBP)الشبكة )

زمني كان    تأخيرمعامل    أفضلالتصاريف السابقة على كفاءة اداء النماذج من خلال استخدام انماط دخل مختلفة، حيث تبين ان    تأثير. كما تم التحري عن  الطبقات

، قدمت الدراسة  سبق  بالتأخيرات الاخرى. اضافة الى ماواقل قيمة لجذر معدل مربع الخطأ مقارنة    مة لمعامل التحديدباستخدام ثلاثة ايام سابقة وقد اعطى اعلى قي

 . لصغرى لتصاريف نهر الزاب الكبيرم العظمى وا نماذج المقترحة على التنبؤ بالقيالحالية اختبار قدرة ال

 : الكلمات المفتاحية 

MLP  ،FFBP الشبكات العصبية الاصطناعية،  ، للنهر اليومي التصريف ، التنبؤ بالتصاريف 

).http://creativecommons.org/licenses/by/4.0/This is an open access article under the CC BY 4.0 license ( 

https://rengj.mosuljournals.com  
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 المقدمة:  .1

من  بيعة هو أصل الحياة على الارض، والمياه في الطوجود        

الحيوانية وازدهار ساسية لحياة الكائنات البشرية والضروريات الا

الحياةالزر قيد  على  البقاء  وضمان  اهم اعة  من  الانهار  وتعد   .

المصادر الاساسية للمياه على سطح الارض وعلى ضفافها شيدت 

والمجتمعات الانسانية  الحضارات  الحضارة    اولى  منها  البشرية، 

الضروري و،  السومرية  من  بات  لذا  وغيرها،  والأشورية  البابلية 

العوامل الاساسية    أحدالانهار كونها    تصريفالاهتمام بدراسة كمية  

 . لمستدامة لقضايا الموارد المائيةلتحقيق التنمية ا

القرار اتخاذ  ادوات  اهم  المتعلقة    من  القضايا  الموارد    بإدارةفي 

هو التنبؤ المستقبلي بتدفق الانهار، ومن    المشاريع المائية وتخطيط 

اجل اتخاذ القرار السليم لا بد من تحليل متغيرات الماضي والحاضر 

تقديم البدائل  لهيدرولوجية التي يراد دراستها و التي تصف الظاهرة ا

ار الناتجة عند اتخاذ  المتاحة لاختيار الافضل من بينها وتحديد الاث

القرار. التنبؤ  ذلك  مصطلح  ظهور  الى Prediction)   ويعود   )

اللذين   الاوائل  القيم    عملواالباحثيين  لتحديد  طرق  ايجاد  على 

هيدرولوجية من خلال الاعتماد على البيانات      لأحداثالمستقبلية 

سابقا   تالمجمعة  الاحداثمثل  بوصفها  تلك  من  حقيقية       [1].عينة 
بت  الدقيق  التنبؤ  الانهار تساعد بشكل    صريفان بحوث ودراسات 

كبير في فهم الخصائص الهيدرولوجية في احواض تلك الانهار كما 

الهيدرولوجية  الانظمة  نمذجة  عملية  تحسين  في    تساهم 

(Hydrologic Systems  )الانهار احواض  ابرزها  ، [2]ومن 

وبسبب طبيعة العلاقة غير الخطية بين المدخلات والمخرجات لتلك  

الانظمة التي تجعل من محاولات التنبؤ اكثر صعوبةً واقل موثوقية  

والتي تطلبت ظهرت الحاجة الى بناء نماذج تنبؤ ذات دقة اداء عالية  

اجراء التحسينات على دراسات التنبؤ التقليدية  تلك التي افترضت 

   [4] ,[3]ان العلاقة التي تربط بين المتغيرات هي علاقة خطية .

اشهر تقنيات التنبؤ بتصاريف الانهار واكثرها استخداما 

الفيزيائية   النمذجة  مفهوم  اولها  مفهومين،  تحت  تندرج 

(Physically based modeling تمثيل على  تعمل  والتي   )

الظاهرة الهيدرولوجية بنموذج فيزيائي محكوم بالقوانين الفيزيائية،  

( او ما يسمى  المفهوم الاحصائي  الثاني فهو   data-driven)اما 

methods تعطي والتي  المسجلة  البيانات  استخدام  به  ويقصد   ، 
وصف للظاهرة تحت الدراسة وتحليلها ومن ثم توليد بيانات جديدة  

  [. 5من خلال نمذجة مباشرة للعلاقة بين المدخلات والمخرجات ]

)نماذج    :وتشمل نماذج تقنية التنبؤ القائمة على المفهوم الاحصائي

المتعدد  الانحدا الخطي   MLR  (Multiple Linear))ر 
Regression) ،  ( الذاتي  المتحرك  المتوسط  -Autoنماذج 

Regressive Moving Average (ARMA)) ،    نماذج
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الاصطناعية   العصبية   Artificial Neural)الشبكات 

Network) (ANN)  من النماذج. وغيرها 

 (ANN)ان نماذج الشبكات العصبية الاصطناعية    [6]أكدلقد         

المعقدة والعلاقات غير الخطية  اثبتت قدرتها على محاكاة الظواهر  

حل المشاكل الهندسية المعقدة بوقت قصير، كما امتازت بمقدرتها  و

على التنبؤ عندما تتوفر بيانات كافية للتدريب التي تتيح للشبكة التعلم  

(  ANNبمخرجات جديدة وهذه الخاصية جعلت من )  والتنبؤ منها

كما تم التحري عن إمكانية    مقارنة بالنماذج الاخرى.أكثر استخداما  

لتنبؤ القصير تطبيق وأدائية النماذج العصبية الاصطناعية لغرض ا

النهر بتصريف  العصبية    استخدمت  فقد،    [7]المدى  الشبكة 

المتعد النوع  من  الشبكة الاصطناعية  معمارية  لبناء  الطبقات    د 

واختبرت ثلاث نماذج في البداية لغرض معرفة تأثير التصاريف  

لاحق، بعدها تم اختيار   السابقة على معدل التصريف في يوم محدد

لغرض إجراء التنبؤ ليوم ويومين لاحقين. كما كان لذلك    النموذج

الواطئة والعالية على  التصاريف  قيم  القدرة على محاكاة  النموذج 

سواء الاصطناعية     [8]استخدم  .حد  العصبية  الشبكات  نموذج 

((ANNs model   التكييفي الضبابي  العصبي  النظام    ونموذج 

(Adaptive Neuro-Fuzzy Inference System, 

ANFIS) لتخمين والتنبؤ بالجريان القادم من القنطرة المشيدة على ،

( الفيضانات Mahanadi , Indiaنهر  على  السيطرة  بهدف   )

( مع القيم الحقيقة  ANFISوبينت النتائج تقارب مخرجات نموذج )

( قيمته  النموذج  0.92المرصودة وبمعامل ارتباط  بنتائج  مقارنة   )

   ANN)على تقنية )  [9]اعتمد الباحثون    .(ANN model)الأول  

 Winooski)ريف الشهرية الواردة الى حوض نهرللتنبؤ بالتصا

River,USA  )  المتكررة الاصطناعية  الشبكات  باستخدام 

(Recurrent Artificial neural Network, RNN ،) 

المسجلة   المناخية  البيانات  على  الدراسة  للأمطار  واعتمدت 

  المتنبئ درجات الحرارة اضافة الى اعادة استخدام قيم التصاريف  و

المتأخر) بالزمن  يعرف  ما  مفهوم  وفق  كمدخلات  -Timeبها 

Lagged  حيث اشارت النتائج الى ان استخدام تلك الطريقة في ،)

النموذج   اداء  في  ملحوظ  تحسن  الى  ادت  الادخال  بيانات  ترتيب 

نماذج  وزيادة   من  المستحصلة  النتائج  .  (ANN Models)دقة 

الباحثان )بين    [10]  قارن  تقنية  من  البرمجة  (ANNكل  تقنية   ،

اشجار  (Genetic Programming, GP)الجينية   وتقنية   ،

للتنبؤ بتدفق النهر قبل يوم واحد  ( (Model Trees, MTالنموذج 

محطت  الهندفي  في  نارمادا  مستجمعات  في   Narmada)ين 

catchment, India ،)    وتبين من النتائج ان اداء جميع النماذج كان

تعمل بشكل جيد جيدًا MT و ANN أداء تقنيات  ووجد أن  مقبولا

 الى ذلك  إضافة(GP). من حيث دقة التنبؤ مقارنة مع نتائج تقنية  

تقنية  [11]اشار،  السلاسل   هي ANNs) )  ان  لنمذجة  قوية  أداة 

التطبيقات   من  العديد  في  استغلالها  الممكن  ومن  المعقدة  الزمنية 

العالية  ال قدرتها  بسبب  بين  هيدرولوجية  العلاقة  تمثيل  على 

المسجلة الحقيقية(   التصاريف  المرصودة  )المدخلات  التاريخية 

نماذجبتطبيق    [12]قام.المستقبلية  التصاريفو من   ثلاثة 

(ANNs) الكبير الزاب  لنهري  الشهرية  بالتصاريف  للتنبؤ 

في   تقنية  العراق،  والصغير  استخدام  اهمية  الدراسة  نتائج  بينت 

واشارت النتائج الى الدقة   ات العصبية الاصطناعية في التنبؤالشبك

المقارنة  المستقبلية من خلال عملية  القيم  التنبؤ وتقدير  العالية في 

للنماذج  كمخرجات  الناتجة  والقيم  المرصودة  الحقيقة  القيم  بين 

تقدير قيم التصاريف    وتميزت النماذج بكفاءتها العالية والجيدة في

لمجموعة   لغرض    العليا  اختيارها  تم  التي  اداء  البيانات  اختبار 

التنبؤ    [1]قدم    النماذج. بهدف  نماذج  الى بثلاثة  الوارد  الجريان 

العراق،  شمال  الخازر  نهر  الذاتي   حوض  الانحدار  نموذج  وهي 

 Autoregressive Integrated(  ARIMAالمتكامل المتحرك)

Moving Average) ( اضافة الى اثنين من نماذج )(ANNs   هما

(. RBFالاساس الاشعاعي )( وشبكة العصبية ذات  MLP)  نموذج

نموذج   اداء  تفوق  النماذج  بين  الاحصائية  المقارنة  نتائج  بينت 

(MLP-ANN( وبقيمة معامل ارتباط )بين القي0.86 )  م الحقيقية

 بها.  المتنبئالمرصودة والقيم 

تسعى الدراسة الحالية الى تقديم اثنين من النماذج الرياضياتية       

التنبؤ   للاهمية    بالتصريفبهدف  الكبير نظرا  الزاب  لنهر  اليومي 

تقن استخدمت  حيث  النهر،  لهذا  العصبية  البالغة  الشبكات  ية 

وذلك    (ANN)الاصطناعية   التنبؤ  نموذجيي  بناء   لأهميتهافي 

المستخدمة البرمجيات  لتطور  البلدان    ومواكبتها  من  العديد  في 

الاحصائي  المتقدمة،   التقييم  اجراء  ثم  بغية    لأداءومن  النماذج 

الوصول الى افضلها واكثرها دقة تماشيا مع العديد من التوصيات  

التي تم اقتراحها في الكثير من البحوث والدراسات التي قدٌمت في  

 . للأنهاراليومي  بالتصريف مجال التنبؤ

 : .منطقة الدراسة2

( شمالاً  38°-36)°  ن خطي عرضيقع حوض نهر الزاب الكبير بي

ً 44.3°-43.3)°وخطي طول   تقدر مساحته الكلية بحوالي  ، و( شرقا

داخل الاراضي العراقية اي ما يعادل    منها%  65( يقع  ²كم  26473)

لة ما  كما تبلغ كمية مياهه المغذية لنهر دج  (²كم  17000حوالي )

هو واحدا من   . نهر الزاب الكبير% من وارده السنوي40يقارب  

دجلة، يدخل الاراضي العراقية في اقليم  أهم الروافد الرئيسية لنهر  

الجنوب   باتجاه  جريانه  ويتابع  العمادية  مدينة  قرب  كوردستان 

الجداول   من  العديد  تصب  حيث  دهوك  محافظة  داخل  الشرقي 

)شمديان(،  رافد  اكبرها  فيه،  بيك(،   والروافد  )راوندوز(   )حاجي 

اضافة الى الفروع    ، ا()كالي بلاندعند مدخل قرية(  )ريشينورافد  

ة عند  الصغيرة والجداول الموسمية. يلتقي الزاب الكبير بنهر دجل

يصب حيث  الموصل  مدينة  ويبلغ    جنوب  له.  الشرقية  الضفة  في 

تركيا ح في  منابعه  من  الكلي  )طوله  بحوالي  كم(    462تى مصبه 

 .(1)الشكل

 : خارطة توضح حوض نهر الزاب الكبير   )1 (الشكل

الدراسة 3 في  المستخدمة  البيانات  الاحصائية    ، .  خصائصها 

 وتهيئتها: 

الدراسة  الكبير    اعتمدت  الزاب  نهر  لحوض  التصاريف  سجلات 

القديمة  عند محطة قياس )اسكي كلك( لكونها من المحطات الرئيسية  

القراءات اليومية تباعا منها  الواقعة على النهر والتي لازالت تسجل  

يومنا هذا والتي تم الحصول عليها من دائرة ري اربيل. حيث    الى

- 2021للفترة )  لسلسلة الزمنية للتصاريف اليومية تضمنت بيانات ا

2012  .) 

الاحصائية لهذه البيانات عند    ( بعض الخصائص1يوضح الجدول )

  ( السلسلة الزمنية للجريان. 2محطة اسكي كلك بينما يوضح الشكل )
في   مترمكعب/الثانية()  1518قيمة للتصاريف هي    أكبرحيث كان  

الثانية وتم  / متر مكعب 43واقل قيمة للتصاريف بلغت   2013سنة 

 . 2021رصدها سنة 
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  : السلسلة الزمنية لتصاريف النهر اليومية(2)شكل 

 Artificial Neuralالشبكات العصبية الاصطناعية)مفهوم  .4

Network:)    واحدة من اهم   الاصطناعيةالشبكات العصبية  تعد 

واكثر تقنيات الذكاء الاصطناعي انتشارا واستخداما، وتمثل محاكاة  

لأصغر الوحدات العصبية في مخ الانسان او ما يعرف بالعصبون 

البايولوجي كما يمكن القول انها محاكاة للطبيعة، حيث يتكون مخ 

الإنسان من عدد من الخلايا العصبية الحيوية المتصلة مع بعضها  

الاصطناعية  البعض   العصبية  والشبكات  عصبية،  بوصلات 

الشبكة  سلوك  لفهم  محاولة  إلا  ماهي  وخوارزمياتها  بفرضياتها 

 (.3كما هو موضح في الشكل ) ، )البيولوجية( العصبية الحيوية

وتتكون الشبكة العصبية من وحدات معالجة بسيطة، هذه الوحدات 

عقد هي أو  عصبونات  تسمى  حسابية   وNeurons) عناصر 

Node) موزونة   ترتبط بخطوط  بعضها  المحاور  )مع  تناظر 

من   (  المدخلات)  ت  اتقوم بنقل الإشار حيث  (العصبية البيولوجية

ان تحور سلوكها تبعا للظروف   عصبون الى اخر، ويمكن للشبكة

اصلاح خلال  من  بها  المحيطة  كي   (ارتباطاتها)اوازنها   والبيئة 

وتتميز بسرعة   تصبح المخرجات ملائمة قدر الامكان للمدخلات،

مختلفة من  المعالجة وكذلك قدرتها على التعلم والتعامل مع انماط

 مثل البيانات لذا فهي ملائمة للعديد من التطبيقات والاستخدامات

 .الخ..   المسبقة التنبؤ وعمليات  ور  تمييز الصوت والص

 

 

  

 

 

 

 

 

البيولوجية والشبكة (: وجه التشابه بين الخلية العصبية  3الشكل )

 .العصبية الاصطناعية

يث ح  ، م(1943)  بدأ تاريخ الشبكات العصبية الاصطناعية عام     

و ماكولوش  وارين  العالمان  ) قدم  بيتس   Warrenوالتر 
McClloch & Walter Pitts العصبية للشبكات  نموذجا   )  

  الاصطناعية على الرغم من انه لم يتم العمل بها حتى منتصف عام 
 أكثرحيث بدأ تطوير واستخدام هذه التقنيات واصبحت من    1980

نشر   م( 1969ا في مختلف المجالات، اما في عام )الطرق اعتماد 

(Misky(و  )Papert  للوحدة الحسابية  الامكانيات  حول  كتابا   )

او بالعصبونات  تسمى  التي  بيرسيبترون   العصبية 

(Perceptron)[13].تتكون الهيكلية الأساسية للشبكات العصبية  و

طبقة   العصبية:  الخلايا  طبقات  من  أنواع  ثلاثة  من  الاصطناعية 

  ( Hidden Layer)  الطبقات المخفية  ، Input Layer))  الإدخال

الى الروابط البينية    بالإضافة  (Output Layer)  وطبقة الإخراج

 بشكل كلي العصبونات في الطبقة الواحدة    ان ترتبطاما    .الموزونة

)أي ان ترتبط كل العصبونات في طبقة الاولى مع جميع عصبونات  

 m3/sec)(: الخصائص الاحصائية لبيانات التصاريف اليومية لمنطقة الدراسة مقاسة بوحدة )1جدول )
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التي   الطبقة  في  الواقعة  بالعصبونات  جزئياً  او  تليها(  التي  الطبقة 

)تليها والشكل  هيك4.  مكونات  يوضح  العصبية  (  الشبكة  لية 

 : [14]التي يمكن تفصيلها كما يليالاصطناعية و 

 (: هيكلية الشبكة العصبية الاصطناعية 4شكل )

  الشبكات العصبية الاصطناعية طبقا للمفاهيم التالية   ان تصٌنفيمكن  

[15]  : 

للشبكة  عدد  -1 المكونة  العصبونات   الطبقات  بين  الترابط    وشكل 

)وتشمل الطبقة  احادية  شبكات   :Single Layer Network  )

 . (Multilayer Network) وشبكات متعددة الطبقات

و  -2 بالبيانات  تغذيتها  لطريقة  الاوزان  تبعا  )تحديد  تشمل  للروابط 

مثل الشبكات العصبية ذات التغذية    الخوارزميات(  التعلم،   التدريب، 

وهي   Feed Forward Neural Network(FFNN)الامامية )

الشبكات التي يكون فيها انتشار الاشارات  الداخلة الى الشبكة الى  

دائما المتكررة  ،  الامام  الخلفية  التغذية  ذات  العصبية  الشبكات 

Recurrent Neural Network) (RNN)  وهي الشبكات التي )

مدخلا لتصبح  الوراء  الى  طريقا  لمخرجاتها  اخرى  تجد  مرة  ت 

شبكات  الى    بالإضافة،  النتائج الممكنة  لغرض الحصول على أفضل

( الذاتي  الشبكات   ( Auto Associative Networkالترابط  هي 

مزد دورا  لها  المكونة  العناصر  كافة  تلعب  في  التي  يتمثل  وجاً، 

المدخلات تعمل    استقبال  )أي  الوقت  نفس  في  المخرجات  وبث 

 .(5لاحظ الشكل ) باتجاهين متعاكسين(.

(: مخطط توضيحي لأنواع الشبكات وفقا لانتشار  5الشكل )

 البيانات فيها 

العصبون الاصطناعي او ما يمثل وحدة المعالجة للشبكة من  يتألف

(  3)  المكونات الاساسية التالية والموضحة في الموضح في الشكل

 ه:  اعلا

 (. Weighting Coefficientsمعاملات الاوزان )-1

 (. Summation Functionدالة الجمع )-2

3-( التحويل  وTransfer functionدالة  التنشيط  (  دالة 

(Activation Function .)  اشهر شيوعا ومن  واكثرها    ها 

هياو الدراسة  هذه  في  ايضا  سيغمويد  لمستخدمة  دالة   :

(Sigmoidقيم الإخراج ما بين :)  [,-بشكل انـسيابي بحيـث    ] 10

يوفر توزيعاً جيداً لهذه القيم ويساعد في تحقيق قيمة إخراج لكل قيم 

تنشيط   دالة  تسمية  عليها  ويطلق  منخفضة  كانت  مهما  المدخلات 

( او  الثنائي  )  ، LOGSIG)سيغمويد  توضح صيغة  1والمعادلة   )

 هذه الدالة: 

𝒇 (𝑥) =
1

1 + 𝑒−𝑥
… … … … … … … … … … … . (1) 

وهي مشابهة للدالة الأولى    :(Hyperbolic Tangent)دالة  و    

لها  الإخراج  قيم  أن  إلا  الانسيابية  حيث  من  المزايا  بنفس  وتتمتع 

بين ما  القطب    ، 1-,1]]   تكون  ثنائية  سيغمويد  بدالة  ايضا  وتسمى 

((TANSIG ،    رياضيا من خلال المعادلة التاليةويمكن صياغتها : 

𝒇 (𝑥) =
𝑒𝑥 − 𝑒−𝑥

𝑒𝑥 + 𝑒−𝑥
… … … … … . … … … . (2) 

خطية  الى    بالإضافة    الإخراج    :(Linear)دالة  قيم  فيها  تكون 

ايضا   وتسمى  للعصبون  الموزونة  الإدخال  لقيم  مساوية 

((Pureline :ويمكن التعبير عنها رياضيا بالصيغة التالية   

𝒇 (𝑥) = 𝑥 … … … … … … … … … … … … (3) 

الاوزان  حساب متوسط    اولا  )العصبون(يجري داخل هذه الوحدة او  

في   مدخلة  قيمة  كل  بضرب  وذلك  المعالجة  وحدة  مدخلات  لكل 

ايجاد مجموع نواتج الضرب مضافا اليها   وزنها المرافق ومن ثم 

العملية هي اولى  وتعتبر هذه    (، Biasالقيمة العددية لعامل الانحياز )

الحسابية داخل وحدة المعالجة. ويمكن التعيير عن عمليات المعالجة  

 هذه العملية رياضيا من خلال المعادلة التالية: 

𝑁𝑒𝑡 = 𝑏 + ∑ 𝑋𝑖 ∗ 𝑤𝑖  

𝑛

𝑖=1

… … … … … … … (4) 

 حيث ان: 

Net  جمع ناتج  المضروبة  :  قيمة    بأوزانهاالمدخلات  لها  مضافا 

 معامل الانحياز. 

bعامل الانحياز :  (وله قيمة ابتدائيةbo=1  يتم اضافته للحصول )

تدريب   من  الاولى  للمرحلة  موجبة  قيمة  واختيار على  الشبكة 

 .الاوزان

 :𝑋𝑖  .مدخلات الشبكة 

𝑤 :مدخلات. لل قيمة الوزن المرافق   
nالمدخلات. : عدد 

:𝑖 , 𝑗 .رمز يدل على رتبة العصبون 

التفعيل  تتم   دوال  طريق  عن  السابقة  الخطوة  مخرجات   معالجة 

(Activation Function)   ،تحتوي كل من طبقة  و  المذكورة أنفا

الاخراج والطبقات المخفية على دالة تفعيل يمكن اختيارها بالاعتماد 

المسألة،   طبيعة  صافي    ويتمعلى  على    المخرجات الحصول 

 : من المعادلة ادناه (Y) لعصبون

𝑌 = 𝒇 (𝑁𝑒𝑡) = 𝒇 (𝑏 + ∑ 𝑋𝑖 ∗ 𝑤𝑖  )

𝑛

𝑖=1

… … (5) 

 

 (ِ:ANNsتطبيق نماذج الشبكات العصبية ) -5

وتطوير  اول        لتصميم  والعامة  الرئيسية  اي    نموذجالخطوات 

اجراء  . تم البيانات والتحليل الاحصائي لها هي تهيئةشبكة عصبية  

  Normalization))يل البيانات الى التوزيع الطبيعي  عملية تحو 

لك بجعلها محصورة  ذلكل من قيم متجهات الا دخال و الإخراج، و
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تقليل  لل  ]1-0  [بين  مثلا حصر تلك القييم  ضمن مدى قصير نسبيا

المرصودة   والقيم  الشبكة  من  المستحصلة  القيم  بين  الخطأ  قيم  من 

 . [16] بهدف تحسين كفاءة العمليات الحسابية داخل العصبونات

)كما    قسمت بيانات التصاريف اليومية المتوفرة الى مجموعتين      

يرة  الاولى مجموعة التدريب والمعا  :( اعلاه1هو موضح بالجدول )

((Training & Validation  السنوات - 2012)  وتضمنت 

% من بيانات التصاريف اليومية 70وتمثل    يوم(   2920( ) 2018

من اكتشاف    الشبكة  لتمكينان الغاية من عملية التدريب هي    .للنهر

اختيار  الى    بالإضافة  ، العلاقة التي تربط بين المدخلات والمخرجات

بهدف تحقيق اقل معدل للخطأ ومن ثم التحقق    الضرورية  الاوزان

التي (Validation) من ضبط هذه الاوزان خلال عملية المعايرة  

 عدم الوصول الى   تغييرها في حال  وبالإمكان  تلي عملية التدريب

الهدف.   التدريب والتعلم من خلال اختيار وفذلك  حص  تتم عملية 

و الملائمة،  التعلم  برمجياتخوارزميات     تهيئ 

(MATLAB)  منها التدريب،  خوارزميات  من  واسعة  حزمة 

 (Gradient Descent with Momentum)خوارزمية  

(GDM)  خوارزمية  ،(Variable Learning 

Rate)(GDX,GDA)  تلك  و اسرع  لتدريب  من  الخوارزميات 

ويمكن   باستخدامها  ينصح  والتي  للخطأ  العكسي  الانتشار  شبكة 

هي    الاستفادة منها في التدريبات التي تتطلب بيانات ضخمة نسبيا

فضلا   ،  (LM) (Levenbreg Marqwardt)خوارزمية تدريب  

افضل خوارزمية  هي  بأن هذه الخوارزمية    [17]عن ذلك استنتج  

للتعليم لكونها تعطي اقل قيمة لمربع الخطأ مقارنة ببقية خوارزميات  

امامية   الشبكات  لتدريب  تفضيلا  الاكثر  تعد  كما  الاخرى  التعليم 

التغذية والشبكات المتعددة الطبقات حيث تمتاز بالموثوقية والسرعة  

 .  [18] في الاداء

   ( المحاكاة  على    Simulate)مرحلة  الثانية تعتمد    المجموعة 

اختبار قدرة    مجموعة  ، وتعتبر% المتبقية من البيانات 30بالمتمثلة  

  1095)  ( اي2021-2019تضمنت السنوات ) ،  النموذج على التنبؤ 

بيانات    يتم خلالها تقديم  Testing)يوم( حيث ان مرحلة الاختبار )

جديدة لم تتعرف عليها الشبكة اثناء التدريب والمعايرة هدفها التأكد 

التدريب   في  مبالغة  حصول  وعدم  للنماذج  الادائي  التوافق  من 

((Over fitting ولا يمكن العودة مجددا الى تغيير الاوزان او  .

ستخدام الشبكة  المعلمات المختارة في فترة الاختبار او ما يليها من ا

 .في عملية المحاكاة

ان تقييم اداء الشبكات العصبية الاصطناعية وكفاءة  نماذج التنبؤ    

،حيث من خلال بتطبيق هذه المعايير يتم اختيار النموذج الافضل  

الاداء  اختبار  في  شيوعا  الاكثر  الاحصائية  المعايير  بين  ومن 

  [12] ,[2]الافضل والتي اعتمدت عليها الدراسة الحالية هي كالاتي

: 

 (:  Correlation Coefficient) (𝑅2)لتحديدمعامل ا  *

𝑹𝟐 = [
∑ (𝑄𝑜𝑏𝑠−�̅�𝑜𝑏𝑠)( 𝑄𝑝𝑟𝑒−�̅�𝑝𝑟𝑒)𝑛

𝑖=1

∑ (𝑄𝑜𝑏𝑠−�̅�𝑜𝑏𝑠)2𝑛
𝑖=1 ∗∑ ( 𝑄𝑝𝑟𝑒−�̅�𝑝𝑟𝑒)2𝑛

𝑖=1

]
2

…… (6)              

 (: Mean Square Error(MSE)) معدل مربع الخطأ* 

𝑴𝑺𝑬 =
∑ (𝑄𝑜𝑏𝑠 − 𝑄𝑝𝑟𝑒)

2𝑛
𝑖=1

𝑛
   … … … . … . (7) 

الخطأ)*   مربع  معدل   Root Mean Square Errorجذر 

(RMSE):) 

𝑹𝑴𝑺𝑬 = √∑ (𝑄𝑜𝑏𝑠 − 𝑄𝑝𝑟𝑒)
2𝑛

𝑖=1

𝑛
   … … . (8) 

نموذج الشبكة العصبية امامية التغذية وذات الانتشار الخلفي    .1

في هذا النموذج تم تدريب الشبكة بالاعتماد على    :FFBP)للخطأ)

من   %70( اي ما يعادل  2018-2012مجموعة بيانات للسنوات )
الكلية الزمنية  السلسلة  لها   بيانات  التقييس  عملية  اجراء  من  ،  بعد 

تعتبر قوالب جاهزة     NN-Toolboxحزمة الادوات    خلال التي 
ومن    ، FFBP)لبناء الشبكة امامية التغذية )   ماتلاب   ضمن برنامج

خلال عملية المحاولة والخطأ تم تحديد عدد العصبونات لكل من  
المدخلات   عصبونات وبدون طبقة خفية    ثلاثة  كانت حيث  طبقة 

التفعيلب    و  وطبقة مخرجات واحدة  لتكون    (  TANSIG)    دالة 
  (6)  موضحة بالشكل  ( كما هي1-1-3المختارة )   معمارية الشبكة

 :ادناه 

 

 

 

(:هيكلية الشبكة ذات التغذية الامامية والانتشار العكسي  6الشكل)

 FFBP)للخطا)

الهيكلية   تم اعتماد هذه  للخطأ في مرحلة    لإعطائهاوقد  اقل معدل 

لاحظ   .R=0.876))  والمعايرة وقيمة معامل تحديد بلغتالتدريب  

 ( 8( و)7) ينالشكل

 

 

 

 

 

 

 ( في مرحلة التدريب والمعايرة Rالتحديد )(: معامل 7الشكل )

الطبقات2 المتعددة  الشبكة  نموذج   .  (Multilayer 

Perceptron :) 

والخطأمن خ  المحاولة  عملية  تكرار  الهيكلية  ، لال  -7-1)  كانت 

( الاقرب للهدف المطلوب من بين عدة محاولات وصلت الى 14-3

(.  9محاولة أجريت لتدريب الشبكة وكما موضح في الشكل )  13

واحدة مدخلات  طبقة  من  الهيكلية  على  تكونت  تحتوي   3  التي 

فوفة المدخلات المستخدمة  عصبونات وهي عدد الصفوف في مص 

، بينما كان عدد الطبقات الخفية طبقتين تحتوي الاولى على  للتدريب

 عصبونات وبدالة تحويل من نوع   7عصبونا والثانية  14
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(: يوضح مسار تدريب الشبكة امامية التغذية ذات  8الشكل )

 وقيم معدل مربع الخطأ  FFBP)الانتشار الخلفي للخطأ )

(TANSIG  المخرجات طبقة  الاخيرة  الطبقة  كانت  حين  في   )

 (. PURLINEتحتوي على عصبون واحد وبدالة تفعيل نوع )

 (MLP): هيكلية الشبكة متعددة الطبقات (9) شكلال

اداءا        اعطت  اعلاه  الموضحة  بجميع    مقارنة  أفضلالهيكلية 

، حيث تم تغيير عدد العصبونات في كل المحاولات التي تم اجراؤه

التعلم   خوارزمية  تثبيت  مع  المستخدمة  التفعيل  دوال  ونوع  محاولة 

((LM  ( لحين الحصول على اقل قيمة(MSE    خلال فترة التدريب

   التالي.( 11)كما هو موضح بالشكل 

 

 

 

 

 

 

( في 2Rالتحديد ) (: قيم معدل مربع الخطأ ومعامل 10الشكل )

 مرحلة التدريب والمعايرة 

(  (MSEان قيم معدل مربع الخطأ  ( اعلاه11يلاحظ من الشكل )*

قه البيانات  ي  ان  ذلك  في  والسبب  المعتادة  بالقيم  مقارنة  كبيرة  يم 

( التقييس  عملية  اجراء  دون  من  للتدريب  بيانات  استخدمت 

تم  تدريب احد الشبكات العصبية    قد  لأنهوذلك    ، التصاريف اليومية( 

بالاعتماد على عملية التقييس التي أجريت ضمن فقرة تهيئة البيانات  

كانت اقل   (MSE) ولم يكن هناك فرق يذكر في الاداء فقط  قيمة

من الواحد وذلك لان البيانات التي استخدمت كانت محصورة بين  

 في التدريب هي اقل من الواحد.   1و 0

 

 MLP)(: مسار تدريب الشبكة متعددة الطبقات )11الشكل )

اعتمدت المتمثلة   كما  الاصطناعية  العصبية  الشبكة 

تدريب    انماط  ANN2(MLP)و  ANN1(FFBP)وذجين  مبالن

وذلك بهدف  ادناه    ( 2موضح في الجدول )مختلفة من الدخل وكما  

استجابة   تأثير  فحص  السا دراسة  للقيم  اليومية  في التصاريف  بقة 

 .  التنبؤ بالقيم اللاحقة

(: الانماط المختلفة لمدخلات الشبكات العصبية  2) جدول

 الاصطناعية التقليدية 

Network Inputs NO. Of 

Cases 

𝑸𝒕−𝟏 1 

𝑸𝒕−𝟏, 𝑸𝒕−𝟐 2 

𝑸𝒕−𝟏, 𝑸𝒕−𝟐, 𝒂𝒏𝒅 𝑸𝒕−𝟑 3 

𝑸𝒕−𝟏, 𝑸𝒕−𝟐, 𝑸𝒕−𝟑 𝒂𝒏𝒅𝑸𝒕−𝟒 4 

𝑸𝒕−𝟏, 𝑸𝒕−𝟐, 𝑸𝒕−𝟑 𝒂𝒏𝒅𝑸𝒕−𝟒𝒂𝒏𝒅 𝑸𝒕−𝟓 5 

𝑸𝒕−𝟏𝑸𝒕−𝟐, 𝑸𝒕−𝟑, 𝑸𝒕−𝟒 , 𝑸𝒕−𝟓𝒂𝒏𝒅 𝑸𝒕−𝟔 6 

 

  تم اختيار بيانات التصاريف اليومية الخاصة   :.النتائج ومناقشتها6

 لإجراءمن السلسة الزمنية  2021- 2020-2019السنوات الثلاثة ب

( المحاكاة  الافضل   Simulate)عملية  الهيكلية  على    بالاعتماد 

  ، حيث تم ادخال البيانات التي لم تتعرف عليها نموذج  الخاصة بكل
اجريت   الشبكة  مخرجات  على  الحصول  وبعد  سابقا.  الشبكات 

القال وبين  بينها  الاحصائية  المرصودة  مقارنة  الحقيقة  باستخدام يم 

 معتمدة. المعايير الاحصائية ال

  لأنماط الزمنية المختلفة    التأخيرات  تأثير( ادناه  3يببن الجدول )    

تباط وقيمة جذر معدل  المدخلات المختلفة وتأثيرها على معامل الار

الخطأ،  يلاحظ    مربع  النموذج  حيث  هو    ANN2 (MPL)ان 

الافضل في التنبؤ بالتصريف اليومي لليوم الرابع بتأخيرات زمنية  

في    0.88لمدة ثلاثة ايام حيث تم الحصول على معامل ارتباط قدره  
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في مرحلة التحقق فيما سجلت قيمة    0.91مرحلة تدريب البيانات و

 في مرحلة  69.8انخفاضا من  (RMSE)جذر معدل مربع الخطأ 

الى   وجود   51.56التدريب  على  يدل  وهذا  التحقق  مرحلة  في 

فترات   مع  مقارنة  ايام  ثلاثة  تأخير  لفترة  قوية   التأخيراستجابة 

فترات  زادت  كلما  انه  الاخرى  الحالات  في  نلاحظ  فيما  الاخرى 

نتج عنه انخفاض في قيمة معامل التحديد وزيادة في قيمة    التأخير

(RMSE).   حيث كانت اسوء الحالات بالنسبة لمرحلة التدريب هي

 .(RMSE)ل  89.8مقابل    0.53الحالة الاولى بمعامل تحديد قدره  

التحقق بمعامل سوء بالنسبة لمرحلة  فيما كانت الحالة الرابعة هي الأ

 . 79بمقدار   (RMSE)و 0.54تحديد قدره 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

ثم  ومن  التقليدية  الاصطناعية  العصبية  الشبكات  تدريب  جرى 

الامر   خلال   (simulate)استخدام  من  النماذج  محاكاة  بهدف 

حيث  2021-2019مجموعة بيانات الاختبار الواقعة ضمن الفترة 

تم الحصول على قيم للبيانات المتوقعة كمخرجات للنماذج المقدمة  

يبين العلاقة بين القيم الحقيقية  ادناه    (12ان الشكل )  في هذه الدراسة.

 وبمعامل تحديد  2021-2019فترة من  بها لل  المتنبئالمسجلة والقيم  

𝑅2قدره  = يوضح السلسلة الزمنية لبيانات المتوقعة    كما  ، 0.864

( شبكة  المرصودة FFBPباستخدام  الحقيقة  القيم  مع  ومقارنتها   )

العلاقة بين مخرجات   يوضح( 13الشكل ) اما .لنفس الفترة الزمنية

( البريسبترون  متعدد  العصبية  الحقيقة    MLP)الشبكة  والقيم 

 . 0.91قدره  تحديدوبمعامل المرصودة ولنفس الفترة الزمنية 

في   الموضحة  الاشكال  النماذج من خلال  اداء  مقارنة  من  يلاحظ 

( تفوق نموذج الشبكة العصبية متعددة البريسيبترون ذات  13)شكل  

 (. 7-14-3الهيكلية )

اداء   كفاءة  الى  يودي  للشبكات  الطبقات  عدد  بزيادة  انه  يبين  ذلك 

افضل وتقليل معدل مربع الخطأ بسبب مرور المدخلات الى وحدات  

( ادناه يبين  4معالجة اكثر في الشبكات المتعددة الطبقات.الجدول )

 اداء النماذج المقدمة في الدراسة الحالية 

 

 

 

 

 

 

 

 

 

 

 باستخدام انماط دخل مختلفة  FFBP,MLPفي مرحلة التدريب والتحقق لنموذجي   RMSE , R²(: قيم 3جدول )

ANN2(MLP) ANN1(FFBP)  

Validation Training Validation Training 
Network input 

RMSE R² RMSE R² RMSE R² RMSE R² 

77.6 0.73 89.8 0.53 69.9 0.76 69.13 
 

0.792 

𝑸𝒕−𝟏 

 

69.78 0.82 60.54 0.78 79.85 0.75 64.72 0.81 
𝑸𝒕−𝟏, 𝑸𝒕−𝟐 

 

51.76 0.91 59.55 0.88 69.8 0.86 63.5 0.902 
𝑸𝒕−𝟏, 𝑸𝒕−𝟐, 𝒂𝒏𝒅 𝑸𝒕−𝟑 

 

79.15 0.54 62.34 0.82 70.65 0.82 77.46 0.77 
𝑸𝒕−𝟏, 𝑸𝒕−𝟐, 𝑸𝒕−𝟑 𝒂𝒏𝒅𝑸𝒕−𝟒 

 

56.9 0.75 71.06 0.81 73.7 0.75 71.41 0.8 

𝑸𝒕−𝟏, 𝑸𝒕−𝟐, 𝑸𝒕−𝟑 𝒂𝒏𝒅𝑸𝒕−𝟒𝒂𝒏𝒅 𝑸𝒕−𝟓 

 

 

65.81 0.88 75.82 0.740 69.92 0.85 70.4 0.82 

𝑸𝒕−𝟏𝑸𝒕−𝟐, 𝑸𝒕−𝟑, 𝑸𝒕−𝟒 , 𝑸𝒕−𝟓𝒂𝒏𝒅 𝑸𝒕−𝟔 

 

 

R² = 0.8645
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والسلسلة الزمنية للبيانات   تحديد(:معامل ال13شكل )

المرصودة الحقيقية والمتنبأ بها باستخدام نموذج الشبكة  
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R² = 0.9141
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 ( قييم المعايير الاحصائية للمقارنة بين اداء النماذج في مرحلتي التدريب والاختبار 4جدول)

 

R² R(Training) RMSE MSE Net. Archi. Models 

0.86 0.89 69.9 4885.52 3-1-1 ANN1(FFBP) 

0.91 0.94 51.7 2676.95 3-14-7-1 ANN2(MLP) 

لاصطناعية من اهم مميزات استخدام تقنية  الشبكة العصبية ا واحدة    

، حيث تعتبر  قدرتها على محاكاة القيم العظمى والصغرى للتصاريف

م بالغة الاهمية في تخطيط وادارة الموارد المائية مثل تصميم  لك القيت

الفيضانات،   لدرء  التخطيط  في  وكذلك  السدود  في  التحكم  بوابات 

اختيار    ولإثبات تم  فقد  اختيار  ذلك  التصاريف    20تم  من  قيمة 

والتي لا تتجاوز    1518𝑚3/𝑠𝑒𝑐القصوى التي لا تتجاوز قيمتها  

الدنيا التي لا تتجاوز  اخرى من التصاريف 20%( و20احتماليتها )

تجاوز)43𝑚3/𝑠𝑒𝑐      قيمتها  Exceedance)باحتمالية 

Probability  80ة  ت التدفقات اليومية الخاصة بمجموع % من بيانا

 . (14الشكل )كما موضح في ،   Validation DataSet)التحقق )

 

 

 

 

 

 

 

 

 

 

 

الجدول   الخصائص  التالي  (  5)اما  بين  قوي  تقارب  وجود  فيبين 

المسجلة والبيانات   السلسلة الزمنية  لبيانات  بها    المتنبئالاحصائية  

 ANN2(MPL)وذج  موالمتمثل بالن  من خلال النموذج الافضل اداء

 , 274.43𝑚3/𝑠𝑒𝑐حيث كان معدل التصاريف للبيانات الحقيقية   

بها بموجب النموذج الافضل هو    المتنبئفيما كان معدل التصاريف  

271.69𝑚3/𝑠𝑒𝑐.   القصوى اليومية  التصاريف  بين  الفرق  اما 

الحقيقية  التصاريف  في  نضائرها  مع  مقارنة  بها  المتنبأ  والدنيا 

وهي فروقات طفيفية    3.9𝑚3/𝑠𝑒𝑐و  11.92𝑚3/𝑠𝑒𝑐المسجلة  

جدا وكاد لا تذكر وهذا اقوى دليل على التقارب الكبير بين بيانات  

  بها من خلال النموذج الافضل.   والمتنبئالسلاسل الزمنية المسجلة  

نسبة   كانت  تقدم  ما  ضوء  معدل   الخطأوعلى  من  لكل  النسبي 

اليومي والتصاريف القصوى والدنيا   بها مقارنة    المتنبئالتصريف 

% على التوالي 28%,و8%,2مع القيم الحقيقية هي 

 

Pred.(ANN2) Pred.(ANN1) 
Observation 

data 
Statistics 

1238.92 1402 1227 MAX 

46.90 130.60 43 MIN 

271.69 296.88 274.43 MEAN 

207.63 249.55 226.13 S.D 

1.4 2.24 1.6 SEKW. 
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   :الاستنتاجات

ان   .1 الحالية  الدراسة  المستقبلي   أفضلبينت  للتنبؤ  نموذج 

الشبكة   لتصريفبا نموذج  هو  الكبير  الزاب  لنهر  اليومي 

( البريسبترون    3-14-7-1وبهيكلية    MLP)العصبية متعددة 

على   تحتوي  مدخلات  طبقة  من  خفية   عصبون  3المتكونة 

تحتوي   والثانية    14الاولى  وطبقة    7عصبون  عصبون 

 مخرجات واحدة. 

الى   .2 النماذج  بين مخرجات  المقارنة الاحصائية  نتائج  اشارت 

باستخدام نموذج  بها    المتنبئخطي عالي بين القيم    وجود توافق

((MLP    التحديديث بلغ معامل  المرصودة ح  والقيم    𝑅2 =
بمعامل    0.914 مقارنة  الافضل  لنموذج    التحديدوهو 

((FFBP    الذي كانت قيمته𝑅2 = والسبب في ذلك   0.864

تدريب   على  ساعدت  التي  الخفية  الطبقات  زيادة  الى  يعود 

 البيانات بشكل افضل. 

الضوء .3 الدراسة  هذه  الشبكات    سلطت  استخدام  امكانية  على 

اليومية   بالتصاريف  للتنبؤ  كما   للأنهارالعصبية الاصطناعية 

انه من الممكن استخدامها بدمجها مع تقنية من تقنيات الذكاء  

بهدف   المتقطع  المويجات  كتحويل  الاخرى  الاصطناعي 

نماذجها   اداء  الهيدرولوجية  تحسين  للظواهر  المستقبلي  للتنبؤ 

 الاخرى.

الع  .4 الشبكات  نماذج  قدرة  الى  الدراسة  صبية  اشارت 

بالق  التنبؤ  في  للتصاريف  يم  الاصطناعية  والصغرى  العظمى 

ف العظمى  ن ان قدرتها على التنبؤ بالتصاري حيث تبي  ، اليومية 

ب اقل  نسبي  خطأ  بمعامل  بتلك  يكون  بالتنبؤ  مقارنة  كثير 

 . الصغرى

تأثير   .5 النتائج  على   التأخيرعامل  بينت  والاعتماد  الزمني 

، فقد تبين ان ANNs))التصاريف السابقة في مدخلات نماذج  

ولكلا   التأخير الافضل  هو  كان  سابقة  ايام  بثلاثة  الزمني 

 النموذجين. 

لبيانات السلسلة   ائص الاحصائيةوجود تقارب قوي بين الخص .6

والبيانات   المسجلة  النموذج    المتنبئالزمنية  خلال  من  بها 

 . ANN2(MPL)والمتمثل بالنموذج  الافضل اداء
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ABSTRACT 

       The daily flow of rivers is one of the most important components of the hydrological cycle and plays an important 

role in the planning and management of various water resources projects, as the process of predicting such flow is 

very necessary in the operation of reservoirs, planning to prevent flooding and estimating water abundance or 

scarcity. This study aims to use two types of neural network models to predict the daily flow to the Great Zab river. 

The first type is the neural network of Feed Forward Back Propagation (FFBP) and the second one is the neural 

network of Multilayer Perceptron (MLP). Time series data of daily flow for the period (2012 – 2021) were used for 

training and testing the artificial neural networks. The results showed that the neural network of MLP of (3-14-7-1) 

structure better than FFBP based on the values of determination coefficient (R2) which were 0.91 and 0.86 and the 

values of root mean square errors (RMSE) which were 69.9 and 51.7 for both models, respectively. The effect of 

including a time index within the inputs of the networks is also investigated by using different input patterns. It was 

found that there is a noticeable increase in R2 and a decrease in RMSE values when using three previous days 

compared to other delays. In addition, the current study examined the ability of the proposed models to predict 

minimum and maximum flows of the Great Zab River. 
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