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Abstract



In the present study a mathematical model using Artificial Neural
Network (ANN) was developed to estimate the daily reference
evapotranspiration for Mosul area (northern part of Iraq) using daily
meteorological data measured over 21 years, which are believed to
influence the evapotranspiration process. The data are consisting of
temperature, sun radiation, wind speed, and relative humidity. These
variables have been used as inputs to the ANN, while the daily
evaporation was adopted as an output.

The study reveals that there is a high linear correlation between the
evaporation estimated by the proposed ANN and that measured using
class A evaporation pan with a correlation coefficient of 0.95. This
clearly indicates the possibility of using AAN technique for estimating
the evapotranspiration component, which can be calculated by
multiplying the output of ANN (i.e. evaporation) by the pan coefficient.
Additionally, sensitivity analyses have been conducted to study the
effects of the specific variables of inputs on the proposed network's
performance. It is found that ANN’s performance is highly affected when
the temperature, sun radiation, and wind speed are concurrently acted,
while the effect of the relative humidity was limited especially when it is
accompanied by the temperature.

المقدمة
التعتبر عملیة التبخرـ 

.الامر الحفاظ على ھذه الثروة الحیویة
ال-التبخرعرفیذ، أكمیات المیاه المفقودة بھذه الفعالیة

التي یمكن ان تنطلق من مساحة معینة من الأ
بأنھ یمكن اعتماد قیم التبخر Doorenbos and Pruitt([1](افیما استنتجتحدیدا،بتلك المنطقة 

ال-
[2] .ناء وموضعھ والمساحة المحیطة بھتعتمد قیمة الاخیر على نوعیة الاإذالإناء،

)FAO(
بخر[1] -الت

ال-نتح المرجعي بأنھ معدل التبخرال
)١٥-٨ (.

والإشعاع،طریقة ،طریقة بلاني وكریدل:نتح المرجعي وھيال-التبخر
-دة ھي طریقة الفاو بنمان طریقة جدیباعتماد[3]المنظمةفیما أوعزت، طریقة التبخر الانائي

(FAO Penman – Montieth )
لمرجعيال-المناخیة لحساب التبخر تح ا اتي.ن

2006/12/4قبل في 2006/3/26أستلم في 



لمرجعال- تح ا ن
-) شمالي العراق(لمنطقة الموصل 

،ال
احد یبحث الاكما أن ھذ.النموذج ان  فقد

.ھذه المتغیرات او اكثر من قائمة البیانات

(Artificial Neural Networks )الشبكات العصبیة الاصطناعیة 
)ANNs(

استغلال ھذه الظاھرة في عملیات النمذجة الریاضیة لمختلف المشاكل إلىحفز الباحثین والبشري 
.الھندسیة التي استعصى حلھا بطرق النمذجة التقلیدیة

، [4 ,5]-النواحي المتعلقة بالموارد المائیة حدیثا حیث تم ا
نماذج لسیاسة ادارة حول نوعیة المیاه ،، بحوث[7]نمذجة المیاه الجوفیة ،[6]بالجریان التبوء

.على تشغیللزمنیة الھیدرولوجیة وتطبیقات الموارد المائیة ، تحلیل السلاسل ا

[9, 8].
عصبون ل لم(. عى با ) دخلاتا

) (ارتباط،العصبونات عبر خطوط 

الشبكات ا.  تتعلم  و
دخلات لمسابقة،

[10] .
دخال . ا تم  ملو 

لكي ) ()) ھدف(مرغوب فیھامخرجاتربما مع (
.قدر المكانلائمةتصبح استجابتھا مت

إن
. او) (

خرجات م) (ممكن أ
.[11]أعلاه ھالمنوه عنوقیمة الھدفالشبكة 

م
لطبقات(. المقترح ) ا

أطلق على، الإدخالون مرتجعات الى طبقة خرجات ودمالخفیة وصولا الى طبقة ال
تم تبني النوع . Feed Back ([12](بالتغذیة الامامیة، والا سمیت بالشبكة ذات التغذیة العكسیة

البحثالاول في 
،) (MSEعدل مربع الخطأمعند الحصول على .[13 ,14]



وفي .تلادخماتجرخمیتم انتشار الخطأ عكسیا طبقة بعد طبقة ابتداء من طبقة ال

كس لخطأع ادلة ي ل مع
.[15]او طبقة مستوىالسلسلة عند كلقاعدة

یوضح المخطط لخطوات الاشتقاق لخوارزمیة ) ١(الشكل تكرار یتكون من عدد من الخطوات، و
، إذ یبین الانتشار العكسي للخطأ

.وعملیة التعدیل في الأوزان

درجة الحرارة   مرحلة التغذیة الأمامیة    مرحلة الانتشار العكسي للخطأ         
سرعة الریاح     الرطوبة النسبیة    السطوع الشمسي

X      newoldnew IWIWIW 

IW (old)   XlrIW new  2

    11 bXIWfa            LWaa 1112 1 

LW (old)      newoldnew LWLWLW 

      212 baLWfa       11 alrLW new  



لتبخر الانائيا

         2221 1 aYaa 

مخطط اشتقاق خوارزمیة الانتشار العكسي للخطأ) ١(الشكل 
دللت النشریات المھتمة بھذا الموضوع على ان الكثیر من الباحثین قد اقترحوا خوارزمیات 

لكل من ھذه الخوارزمیات عناصر ضعف أنغیر ،[16 ,17]خاصة بتدریب الشبكات العصبیة
وبشكل عام فان تصمیم الشبكات . على نوع المشكلة المراد حلھاأساسيوقوة تعتمد بشكل 

:تتضمن المراحل التالیةإذ،العصبیة یمر بنفس المراحل التي تتطلبھا عملیة النمذجة التقلیدیة

ال) البنیة الھندسیة(اقتراح ھیكلیة الشبكة .١
 )Transformation (

(Topology)التعلم المناسبة
(Training)مرحلة التدریب .٢
)Validation(وجدت إنالأخطاءمرحلة التحقق وتشخیص .٣
)Testing(صالاختبار والفحمرحلة .٤

تخدمة واسلوب التعلم المناسب ھیكلیة الشبكة المس

، أفضل
دخال الإخراجالإ ولأجل.و

لإجراءبیانات سنة كاملة 
كل طبقةإضافةوعدد الطبقات الخفیة المستخدمة  في  ات  بون عص ل عدد إن. لعدد ا

دخالطبقات  الإخراجالإ و
احدة بحث تتطلب طبقةالالمراد حلھا، فعلى سبیل المثال فأن المشكلة التي تحت  دخالو تتألفللإ

الإخراجطبقة إن)(عصبونات أربعةمن 
إن).(

وأإلىالعصبیة تشیر 
.[18 ,19]وانما یتم اختیار ھذا العدد حسب رؤیة القائم على بناء النموذج

) (MSEخطأ ابتدائي للأوزان
ة الممیزات من ناحیة المستخدمة في تدریب الشبكة العصبیة وباستخدام خوارزمیات تدریب مختلف

إن. والمتغیرات الواجب تعریفھا قبل البدء بالتدریبألریاضیاتيبنائھا 
لحكم على إمكانیة خطأ مربع للإلىأداءا

)Epochs (
.[20]البحث اسرد موجز للخوارزمیات التي تم تجربتھا في ھذوأدناه. الملائمتین

١-))GD (Gradient Descent:(
.الأوزانالسلس لمساحةوالتي تستخدم أسلوب الانحدار التدریجي عكسيال



٢-))GDM (Gradient Descent with Momentum :(
. والتي تستخدم أسلوب الانحدار التدریجي السلس مع الزخمالعكسيلشبكة الانتشار 

لمُ متغیر لشبكة ): GDX,GDA (Variable Learning Rate((خوارزمیة –٣ َ خوارزمیة تعَ
.وھي من أسرع طرق تدریب الشبكات العصبیةالعكسيالانتشار 

): RP(Resilient Backpropagation((خ-٤
.وتحتاج إلى ذاكرة خزن قلیلة وتكون ھذه الخوارزمیة سریعة في عملیة الاقتراب من الھدف

٥-))CGF(Scaled Gradient :(
.صغیرة في الذاكرة

٦-))SCG(Scaled Conjugate :(
.العامة

٧-)Levenberg Marquardt (LM) :(
.ذات حجم قابل للتحدیث وذات ذاكرة مختزلة تفید في التدریبات ذات الحجم الواسع

ة ااتیائ
إذ، ) MATLAB ;Version 6.5, User Manual, 2002(اعلاه یرجى مراجعة المصدر   

إنیبین 
.عملیة تدریب الشبكة

بحث والبیاناتمنطقة ال
43-(خط طول ( إحدى ضواحي مدینة الموصل الشمالیةالرشیدیة،فيالبحثتقع منطقة 

o ا وخط عرض) 09 36(شرق o نسوب )-19 الا وم ) ) م222.6(شم
قطر لبحثتبین الموقع الجغرافي لمنطقة ا) ٢(والخارطة المبینة في الشكل  لى ال بة إ نس قع بال لمو وا

.العراقي

الي على ب اتيالح
لعراق(ال-الاصطناعیة لتطبیقھ في تقدیر التبخر لي ا ،)شما
مناخیة الغرض فقد تم الحصول على بیانات 

دخلات موالمتضمنة) ٢٠٠٠-١٩٨٠(للسنوات وذلكسنة٢١لمدة 
، سرعة )ساعة()(درجة الحرارة :للشبكة العصبیة الاصطناعیة وھي

ونظرا لعدم ).%( ، الرطوبة النسبیة )ثانیة /متر( الریاح على ارتفاع مترین 

بحث،ترات لمیسنتح المقاسة بواسطة اللاال-توفر قیم حقیقیة للتبخر
للمنطقة وللفترة المذكورة ) Class A Pan( فقد تم الحصول على بیانات التبخر الانائي الیومي 

. )او كھدف(خرجات مرغوب فیھامسابقا لاستخدامھا ك

ال-
.البحث



الموقع الجغرافي لمنطقة البحث)  ٢(لشكل ا

معالجة البیانات

دخال ) Scaling( لقد تم اجراء عملیة التقییس  الا الإخراج،ت  لجعل و لك  وذ
قیم عناصر الادخال والاخراج قریبة بعضھا من البعض الاخر أي ضمن مدى قصیر نسبیا لتقلیل 

)1, 0 ([12,
وقد .[21

منطقة 
الموصلالدراسة أربیل

كركوكسلیمانیة

بغداد

كوت
الرمادي

كربلاء
نجف

الناصریة البصرة

الكویت

الرطبة

تركیا

ریة
سو

ایران

المملكة العربیة 
لبسعودیة

منطقة البحث



تأثیرسة ومعرفة لغرض دراائقتمت عملیة التقییس بعدة طر
:وھذه الطرائق ھي الشبكة

 طریقة)Kumar([22]

Xnorm =0.5 *( (X –Xmean )/(Xmax –Xmin)) +0.5 -----------------(1)

أنإذ

X : الأصلیةالقیم

Xnorm :القیم المعدلة

Xmean : معدل القیم الداخلة

Xmin :قیمة داخلة ىدنأ

Xmax :أقصى قیمة داخلة

 طریقة)AL-Hatem([23]
Xnorm = (X –Xmin ) / (Xmax –Xmin) --------------------------- (2)

 طریقتي)Demuth and Beale([20]
Xnorm = (X –Xmean ) / (Xmax –Xmin).5 -------------------------- (3)

Xnorm = 2(X –Xmin ) / (Xmax –Xmin) –1 ------------------------ (4)

لخطأمربع معدل تم استخدام وقد خرجات م،)MSE( ا
:في المعادلة الآتیةلغرض قیاس دقة كل طریقة كماالمستخدم،الشبكة والھدف 


 




n

i

k

i n
YdE

1 1

2

2
)( ------------------------------------- (5)

أنإذ

Y :خرجات الفعلیةمقیم ال.

d :خرجات المرغوب بھا مقیم ال)Target (

n : المدخلاتمجموعاتعدد

k : المخرجاتعدد وحدات



النتائج والمناقشة 

حساسیة الشبكة من ناحیة الھیكلیة والتعلم
ترحة،أداءا)١( ق إذالم

)Levenberg Marquardt (LM) ( طت أقل أع معدلقد 
) Epochs(أمربع
) ٣(،للتعلم

-١٩٨٠() LM(الاصطناعیة المقترحة باستخدام خوارزمیة التدریب 
.لازمة للوصول الى الھدف المعرف مسبقالحیث یبین عدد الدورات ا) ١٩٩٥

نتائج استخدام خوارزمیات التدریب المختلفة)١(جدول ال
معدل مربع 

النھائي الخطأ 
MSE

معدل مربع 
يالخطأ الابتدائ

MSE

عدد 
المكررات

EPOCHS

خوارزمیة 
التعلم

0.260.26100GD

0.260.26100GDM

0.26810.26100GDA

0.2680.26100GDX

0.0013120.26100SCG

0.00126١٠٠٠

unstable0.26100RP

0.001230.26100LM

0.0011581000

الشبكة أداءاستخدام  دالات تفعیل  مختلفة وعدد عصبونات مختلف على تأثیر)٢(یبین الجدول 
) Tansigmoid(حیث،العصبیة



فضل) Logsigmoid(تفعیل من نوع   طت أقل قإذالأ أع
.) 0.001132(وقدره ) MSE(المعتمد 
٤) (1-5-4(الشبكة العصبیة الاصطناعیة على أن ھیكلیةیدلل ) ٢(الجدول ذلك فان إلىأضف 

–٥–تدخلا
MSEاً الأداء)ال
)0.00105.(

لمقترح ) Scaling(یس یق تقائتأثیر استخدام طر)٣(یلخص الجدول  بكة ا لش اء ا أد لى  فة ع مختل
.ھیكلیتھا

.(MSE=0.001132)قد أعطت أفضل أداء للشبكة حیث كانت قیمة المعیار المعتمد [22]

دالات التفعیل المختارة وتأثیرھا على أداء الشبكة العصبیة الاصطناعیة)٢( جدولال

MSE

عدد 
المكررات

ھیكلیة 
الشبكة 
المقترحة

دالة التفعیل 
لطبقة الاخراج

دالة التفعیل 
للطبقة الخفیة

فضل) Logsigmoid(تفعیل من نوع   طت أقل قإذالأ أع
.) 0.001132(وقدره ) MSE(المعتمد 
٤) (1-5-4(الشبكة العصبیة الاصطناعیة على أن ھیكلیةیدلل ) ٢(الجدول ذلك فان إلىأضف 

–٥–تدخلا
MSEاً الأداء)ال
)0.00105.(

لمقترح ) Scaling(یس یق تقائتأثیر استخدام طر)٣(یلخص الجدول  بكة ا لش اء ا أد لى  فة ع مختل
.ھیكلیتھا

.(MSE=0.001132)قد أعطت أفضل أداء للشبكة حیث كانت قیمة المعیار المعتمد [22]

دالات التفعیل المختارة وتأثیرھا على أداء الشبكة العصبیة الاصطناعیة)٢( جدولال

MSE

عدد 
المكررات

ھیكلیة 
الشبكة 
المقترحة

دالة التفعیل 
لطبقة الاخراج

دالة التفعیل 
للطبقة الخفیة

فضل) Logsigmoid(تفعیل من نوع   طت أقل قإذالأ أع
.) 0.001132(وقدره ) MSE(المعتمد 
٤) (1-5-4(الشبكة العصبیة الاصطناعیة على أن ھیكلیةیدلل ) ٢(الجدول ذلك فان إلىأضف 

–٥–تدخلام
MSEاً الأداء)ال
)0.00105.(

لمقترح ) Scaling(یس یق تقائتأثیر استخدام طر)٣(یلخص الجدول  بكة ا لش اء ا أد لى  فة ع مختل
.ھیكلیتھا

.(MSE=0.001132)قد أعطت أفضل أداء للشبكة حیث كانت قیمة المعیار المعتمد [22]

دالات التفعیل المختارة وتأثیرھا على أداء الشبكة العصبیة الاصطناعیة)٢( جدولال

MSE

عدد 
المكررات

ھیكلیة 
الشبكة 
المقترحة

دالة التفعیل 
لطبقة الاخراج

دالة التفعیل 
للطبقة الخفیة



0.0011661004-4-1TANLOG

0.001341004-4-1TANTAN

0.0011751004-4-1LOGLOG

0.001132100

4-4-1

LOGTAN

0.001127١٠٠٠

0.001109٣٠٠٠

0.001331004-2-2-1

0.001051004-5-1

یس المختلفة للبیاناتیتقق الائأداء الشبكة باستخدام طر) ٣(جدول ال
أسلوب التقییس المستخدمMSEھیكلیة الشبكة

4-4-1.001132٠0.5(X-Xmean)/(X max-X min)+0.5

4-4-1.00472٠(X-Xmin)/(Xmix-Xmin)

4-4-1.997٠(X-Xmean)/(Xmax-Xmin)0.5

4-4-1.5104٠2 (X-Xmin)/(Xmax-Xmin) -1

لیات الشبكة تقسیم البیانات على مختلف فعا
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) ٢٠٠٤-١-١( ال–التبخر ) ٦( الشكل 

ریقتي الشبكة العصبیة الاصطناعیة والتبخر الانائيوالمحسوبة بط) ٢٠٠٤-١٢-٣١( 

تحلیل الحساسیة للمتغیرات الداخلة للشبكة العصبیة الاصطناعیة المقترحةیبین) ٤( جدولال

معدل مربع الخطأ

 )MSE(

المتغیرات

سرعة الریاح0.013632

السطوع الشمسي0.005954

الرطوبة النسبیة0.006169

الحرارةدرجة ٠.٠٠٢٧٧٦

درجة الحرارة، السطوع الشمسي0.002265

درجة الحرارة، سرعة الریاح٠.٠٠٢٣١٨

سرعة الریاح، السطوع الشمسي0.005172

درجة الحرارة، الرطوبة النسبیة0.002484

سرعة الریاح، الرطوبة النسبیة0.004978

الرطوبة النسبیة، السطوع الشمسي0.004196

حرارة، سرعة الریاح، السطوع الشمسيدرجة ال0.001870

عالنسبیة، السطوةالحرارة، الرطوبدرجة 0.002187
الشمسي

الرطوبة النسبیةالریاح،ةالحرارة، سرعدرجة 0.002141

الرطوبة النسبیة، سرعة الریاح، السطوع 0.003514
الشمسي

النسبیة، الرطوبة الریاح،ةالحرارة، سرعدرجة 0.001799
لشمسياعالسطو
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